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Artificial intelligence (AI) is rapidly transforming materials research from trial-and-error-based exploration to data-driven and
inverse design. Early materials AI focused primarily on discriminative models for predicting properties of given crystal structures.
With recent advances in generative AI, however, inverse-design approaches that directly generate new materials with desired
properties have emerged as a major research direction. In particular, AI-based crystal structure generation offers a promising route to
discovering structures beyond existing databases and overcoming the limitations of conventional high-throughput computation and
combinatorial screening. This review summarizes the concepts and development of AI-based inverse materials design and introduces
the fundamental principles of generative AI and crystal structure generation. We further discuss next-generation materials design
platforms integrating property prediction, generative models, reinforcement learning, physics-informed AI and foundation models, and
highlight key challenges and further research directions.
Keywords : inverse materials design, generative artificial intelligence, crystal generation, diffusion model, reinforcement learning
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인공지능(Artificial Intelligence, AI)은 최근 소재 연구의 패러다임을 경험과 시행착오 중심의 탐색에서 데이터 기반 설계와 역

설계 중심으로 빠르게 변화시키고 있다. 초기의 소재 AI 연구는 주어진 결정구조의 물성을 예측하는 판별 모델에 집중되었으나,

최근 생성형 인공지능의 급격한 발전으로 원하는 물성을 지닌 새로운 소재를 직접 생성하는 역설계 기술이 핵심 연구분야로 부

상하였다. 특히 결정구조 생성 AI는 기존 데이터베이스에는 존재하지 않는 새로운 결정구조를 생성함으로써 기존의 고속계산과

조합적 탐색의 한계를 극복할 수 있는 차세대 소재 설계 기술로 주목받고 있다. 본 논문에서는 AI 기반 소재 역설계의 개념과

발전과정을 체계적으로 정리하고, 최근 급속히 발전하고 있는 생성형 AI와 결정구조 생성 기술의 핵심 원리를 소개한다. 또한,

물성예측 모델, 생성형 모델, 강화학습, Physics-informed AI 및 Foundation model을 통합한 차세대 소재 설계 플랫폼의 발전방

향을 논의하고 향후 연구과제를 제시한다.

주제어 :소재 역설계, 생성형 인공지능, 결정구조 생성, 확산모델, 강화학습

I. 서 론

지난 수십 년 동안 신소재 개발은 반도체, 자성재료, 이차

전지 및 촉매와 같은 첨단 산업의 발전을 이끌어 온 핵심 기

술이었다. 그러나 새로운 소재의 발견은 여전히 연구자의 경

험과 직관에 크게 의존하는 시행착오적 접근에 기반하고 있

다[1]. 연구자는 기존의 지식과 경험을 바탕으로 후보 물질을

제안하고 이를 합성한 후 다양한 특성을 측정하는 과정을 반

복한다. 이러한 접근은 성공적인 사례를 만들어 왔지만, 탐색

가능한 물질공간의 극히 일부만을 조사할 수 있다는 근본적

인 한계를 가진다[2].

계산과학의 발전은 이러한 문제를 부분적으로 해결하였다.

© The Korean Magnetics Society. All rights reserved.
†The authors contributed equally to this work.
*Corresponding author: Tel: +82-62-715-2322, e-mail: jhyoung@gist.ac.kr



 398  AI 기반 소재 역설계: 생성형 인공지능을 이용한 소재 역설계 플랫폼의 발전 안효찬 · 양기원 · 이주형

특히 밀도범함수이론(Density functional theory, DFT)의 발

전과 함께 Materials Project, OQMD, AFLOW와 같은 대

규모 계산 데이터베이스가 구축되면서 수십만 개 이상의 결

정구조와 물성이 축적되었다[3-5]. 이러한 데이터는 머신러닝

기반 물성예측 모델의 학습에 활용되었으며, 소재 연구는 경

험 중심 연구에서 데이터 중심 연구로 빠르게 전환되었다. 인

공지능(Artificial Intelligence, AI)을 이용한 초기의 소재 연

구는 대부분 물성예측 문제를 대상으로 하였다. AI 모델을

이용한 이런 “결정구조→물성예측” 접근은 기존 후보 물질을

매우 빠르게 평가할 수 있으므로 고속 탐색 효율을 크게 향

상시켰다. 그러나, 이와 같은 정설계(Forward design) 방식은

데이터베이스에 존재하지 않는 새로운 구조를 발견하는 문제

에는 직접적으로 적용될 수 없다[6]. 이러한 한계는 최근 AI

기반 소재 연구의 중심이 “정설계”에서 “역설계(Inverse

design)”로 이동하는 가장 중요한 이유가 되었다.

한편, ChatGPT를 비롯한 대규모 생성형 AI의 성공은 최근

의 소재 연구에도 큰 영향을 미치고 있다[7,8]. Diffusion

model이 새로운 이미지를 생성하고 대규모 언어모델(Large

language model, LLM)이 자연스러운 문장을 생성하는 것처

럼, 소재 분야에도 AI를 이용한 결정구조 생성 연구가 빠르

게 발전하고 있다. 즉, AI는 더 이상 계산결과를 예측하는

보조도구가 아니라 새로운 후보 소재를 제안하고 설계하는

“설계 엔진(Design engine)”으로 변화하고 있다. 본 논문에서

는 이러한 AI 기반 소재 역설계의 개념과 발전과정을 살펴보

고, 최근 급속히 발전하고 있는 생성형 AI와 결정구조 생성

기술의 핵심 원리를 소개함과 동시에 차세대 소재 설계 플랫

폼의 발전방향을 논의하고 향후 연구과제를 제시한다.

II. 소재 설계 패러다임의 변화

1. 소재 연구에 생성형 AI 도입

전통적인 소재 개발은 “합성→측정→개선”의 반복과정이었

다. 이후 계산과학의 발전으로 DFT 방법론이 도입되면서 계

산 기반 소재 설계가 가능해졌으며 최근에는 AI가 이 과정의

핵심 역할을 담당하게 되었다. 그러나, DFT 기반 소재 설계

와 AI 기반 소재 설계는 경쟁하는 관계가 아니라 상호 보완

적인 기술이다. 특히 생성형 AI는 기존 계산과학을 대체하는

것이 아니라, 계산과학이 다룰 후보 구조를 효율적으로 제공

하는 역할을 수행한다.

역설계가 실제 소재 개발에 적용되기 위해서는 단순히 물

성 예측을 넘어 새로운 구조를 생성할 수 있는 AI가 필요한

데, 이러한 요구에 부응하여 최근 급속히 발전한 기술이 생

성형 AI이다. 생성형 AI는 기존의 데이터를 단순히 분류하거

나 예측하는 것이 아니라 데이터 자체의 확률분포를 학습하

여 새로운 데이터를 생성한다는 점에서 기존의 “판별” 모델

과는 근본적으로 구별된다[9]. 이러한 개념은 이미지 생성, 자

연어 처리 및 단백질 설계 분야에서 성공적으로 적용되었으

며, 최근에는 소재 결정구조 생성으로 빠르게 확장되고 있다.

그러나, 결정구조 생성은 일반적인 이미지 생성보다 훨씬 어

려운 문제이다. 결정은 periodicity, space group symmetry,

chemical composition, 원자 위치 및 결합 조건 등을 동시에

만족해야 하며, 생성된 구조는 thermodynamic stability를 보

유해야 한다[10,11]. 따라서, 소재 분야의 생성형 AI 연구는

일반 생성모델을 단순히 적용하는 것이 아니라 결정학을 비

롯한 물리적 제약조건을 생성과정에 포함하도록 발전하였다.

2. 물성예측 AI 모델의 필요성

생성형 AI가 수천 개의 후보 구조를 생성하더라도 이를 모

두 DFT로 계산하는 것은 현실적으로 어렵다. 따라서 생성된

후보를 빠르게 평가하는 물성예측 AI가 반드시 필요하다. 현

재 물성 예측에 널리 사용되는 AI 모델은 Graph Neural

Network(GNN)이다. 결정은 원자의 집합이 아니라 원자들이

화학결합으로 연결된 네트워크로 이해할 수 있으며, 원자를

node, 결합을 edge로 표현하면 자연스럽게 결정그래프가 구

성된다. GNN 기반의 물성예측 모델로는 CGCNN[12],

MEGNet[13], ALIGNN[14] 등이 있으며, 최근에 제안된

GRACE[15], SevenNet[16] 등의 사례에서 볼 수 있듯이

DFT 수준의 예측 정확도를 보이는 경우도 보고되고 있다.

한편, 최근 소재 AI에서 큰 변화 가운데 하나는 transformer

구조의 도입이다. Transformer는 원래 자연어 처리를 위해 개

발되었지만, self-attention 메커니즘을 통해 long-range

interaction을 효과적으로 학습할 수 있으며 이는 전자 간

상호작용이 물성에 큰 영향을 미치는 결정구조에서 매우 유

용하다[17]. Transformer 기반의 모델로는 CrabNet[18],

MOFormer[19], CrystalFormer[17] 등이 있으며, 이러한 접근

은 자연어 분야의 생성형 사전훈련 변환기(Generative Pre-

trained Transformer, GPT)와 유사한 개념으로서 하나의 거대

한 Foundation model이 다양한 소재 설계 문제를 해결하는

방향으로 발전하고 있다.

III. 생성형 AI를 이용한 소재 역설계

1. 생성모델의 기본 개념

생성모델은 학습 데이터의 확률분포를 학습한 후 그 분포

로부터 새로운 데이터를 생성하는 모델이다. 결정구조 생성모

델은 입력 데이터를 잠재공간(Latent space)의 한 점으로

mapping 한 후 잠재공간에서 새로운 점을 샘플링하여 결정구

조를 생성한다. 일반적으로 생성모델은 크게 1. Variational
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Autoencoder(VAE), 2. Generative Adversarial Network(GAN),

3. Diffusion model의 세 가지로 구분되는데 구조 생성 메커

니즘과 학습 방식에 있어서 차이를 보인다.

2. Variational Autoencoder (VAE)

VAE는 생성형 AI가 소재 연구에 도입될 당시 널리 사용되

었던 모델이다. 입력 결정구조를 연속적인 잠재공간으로 변환

하고, 그 잠재공간에서 새로운 샘플을 생성하여 다시 결정구

조로 복원하는 방식이다[20,21]. 이러한 VAE 구조는 결정구

조뿐 아니라 자성 상태 생성에도 동일하게 적용되고 있다[22]

(Fig. 1(a)). 이와 같은 접근은 결정 간의 연속적인 구조 변화

와 잠재공간 최적화를 가능하게 하여 초기 결정구조 생성 연

구의 기반을 마련하였다. 그러나 VAE는 잠재공간을 단순한

Gaussian 분포로 가정하기 때문에 복잡한 결정구조 분포를 충

분히 표현하지 못하며, 생성된 구조가 평균화(over-smoothing)

되는 경향을 가진다. 또한 space group symmetry와 periodicity

를 직접 반영하기 어렵다는 한계가 있어서 결정구조 생성 이

후 별도의 정제 과정이 필요한 경우가 많다. 이러한 한계는

이후 GAN과 Diffusion 기반 모델이 발전하는 계기가 되었다.

3. Generative Adversarial Network (GAN)

VAE는 잠재공간을 이용하여 새로운 결정구조를 생성한다

는 개념을 확립하였지만, 생성결과가 평균화되는 경향과 생성

다양성의 한계를 가지고 있었다. GAN은 이 문제를 다른 방

Fig. 1. (Color online) Representative architectures of (a) VAE- [22] and (b) GAN-based generative models [24]. All figures are reproduced under

CC BY-NC-ND 4.0.

식으로 접근한다[23,24]. GAN에서는 생성자(Generator)와 판

별자(Discriminator)가 서로 경쟁적으로 학습하며, 생성자는 실

제 데이터와 구별하기 어려운 구조를 생성하고 판별자는 생

성된 구조와 실제 구조를 구분하도록 학습된다(Fig. 1(b)). 이

러한 경쟁학습(Adversarial learning)을 반복함으로써 생성자

는 점차 실제 데이터의 분포를 효과적으로 모사하게 된다.

결정구조 생성분야에서 GAN은 초기 생성형 AI 연구에 중

요한 역할을 수행하였다. 특히 Conditional GAN은 화학 조

성이나 목표 물성을 조건으로 입력받아 이를 만족하는 결정

구조를 생성할 수 있는 가능성을 제시하였다[24]. 그러나 결

정구조는 translational 및 space group symmetry, chemical

stability 등 복잡한 제약조건을 동시에 만족해야 하므로 GAN

을 직접 적용하기에는 여러 어려움이 존재하였다. 생성된 구

조가 물리·화학적으로 타당하지 않거나 결정학적 제약을 만

족하지 못하는 경우가 빈번하였으며, 생성결과의 다양성이 부

족한 mode collapse 문제도 큰 한계로 지적되었다. 이러한

이유로 현재 결정구조 생성 분야에서 GAN의 활용은 제한적

이다. 그럼에도 GAN은 생성모델 연구의 발전 과정에서 중요

한 이정표를 제시하였으며, “경쟁학습”이라는 개념은 이후 다

양한 하이브리드 생성모델의 설계에 영향을 미쳤다.

4. Diffusion Model

최근 결정구조 생성 AI의 발전을 주도하는 기술은

Diffusion model이다[10,11,25,26]. Diffusion model은 이미지
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생성분야에서 뛰어난 성능을 보인 이후 소재 분야에도 빠르

게 도입되었으며, 현재 대부분의 최신 결정구조 생성모델은

Diffusion model을 기반으로 개발되고 있다. Diffusion model

은 Fig. 2(a)와 (b)에 나타낸 것과 같이 데이터에 점진적으로

noise를 추가하는 Forward diffusion 과정과, 추가된 noise를

단계적으로 제거하여 원래 구조를 복원하는 Reverse

diffusion 과정을 통해 학습하는데, 학습이 완료되면 순수한

noise로부터 새로운 결정구조를 생성할 수 있다. 이 접근법은

VAE, GAN과 비교하여 다음과 같은 장점을 가진다.

• 학습 안정성이 높다.

• Mode collapse에 덜 취약하여 생성 다양성을 확보하기에

용이하다.

• 복잡한 확률분포를 효과적으로 학습할 수 있다.

• 조건부 생성이 용이하다.

• 결정학적 제약을 생성과정에 통합하기 쉽다.

특히 소재 연구에서는 생성된 구조가 물리·화학적으로 안

정해야 하므로 diffusion 과정에서 물리적 제약조건을 함께

고려하는 Physics-guided Diffusion 연구가 활발히 진행되고

있다(Fig. 2(c)).

5. 대표적인 결정구조 생성 모델

결정구조 생성을 위해 널리 사용되는 모델로는 Crystal

Diffusion Variational Autoencoder(CDVAE)[25], DiffCSP[26],

MatterGen[10] 등이 있다. 이 중 CDVAE는 VAE의 잠재공

간 표현 능력과 Diffusion model의 높은 생성 품질을 결합한

대표적인 하이브리드 모델이다[25]. 기존 VAE가 가지는 평균

화 문제를 크게 완화하면서도 잠재공간 해석 가능성을 유지

하였다는 점에서 중요한 의의를 지닌다. 또한, 결정구조 생성

연구가 초기의 VAE 기반 접근에서 Diffusion 기반 접근으로

발전하는 중요한 전환점이 된 모델이라고 할 수 있다. 한편,

DiffCSP는 결정구조 예측과 생성을 동시에 수행하도록 설계된

Diffusion model이다[26]. 기존의 Crystal Structure Prediction

이 global optimization을 통해 안정한 구조를 탐색하였다면,

DiffCSP는 학습된 구조 분포를 이용하여 안정한 후보 구조를

직접 생성한다. 따라서 탐색 효율을 크게 향상시키며, 특히

대규모 화학 조성 공간에서 높은 성능을 보이는 것으로 보

고되고 있다. MatterGen은 Microsoft Research가 제안한

Foundation model 기반 생성모델로서, 수십만 개 이상의 결

정 데이터를 사전학습하여 다양한 조성과 목표 물성을 조건

으로 새로운 결정구조를 생성할 수 있다[10]. MatterGen은

단순히 기존 구조를 모방하는 것이 아니라 목표 물성에 적합

한 새로운 후보를 생성할 수 있다는 점에서 차세대 Materials

Foundation Model의 대표적인 사례로 평가되고 있다.

IV. AI 기반 소재 역설계 기술의 고도화

최근 소재 AI 연구는 생성형 AI만으로는 충분하지 않다는

인식 하에 여러 AI 기술을 통합하는 방향으로 발전하고 있

다. 생성된 구조를 보다 효율적으로 탐색하고 실제 소재 개

발에 연결하기 위해서는 강화학습, Physics-informed AI, 능

동학습 및 Foundation model과 같은 기술이 함께 활용되어

야 한다.

Fig. 2. (Color online) Architecture of MatterGen. (a) The forward diffusion process progressively corrupts the atom types A, atomic coordinates X,

and lattice L toward their respective noise distributions, whereas the reverse denoising process generates crystal structures from the random state.

(b) An equivariant score network is pretrained on a large dataset of stable crystal structures and subsequently fine-tuned on labeled data using an

adapter module for conditional generation. (c) The fine-tuned model generates materials subject to desired chemistry, symmetry, or scalar-property

constraints. This figure is adopted from Ref. [10] under CC BY 4.0.
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1. 강화학습 기반 소재설계

강화학습(Reinforcement learning, RL)은 목표 물성을 최대

화하는 방향으로 생성과정을 반복적으로 개선하는 접근법이

다. 기존 생성모델이 학습 데이터의 분포를 모방하는 데 초

점을 두었다면, RL은 보상함수(Reward function)를 이용하여

생성방향을 능동적으로 최적화한다[27](Fig. 3(a)~(c)). 예를

들어, band gap, formation energy 및 magnetization의 조합

을 하나의 보상함수로 정의하면 RL 기반 AI는 보상을 최대

화하는 결정구조를 반복적으로 생성하게 된다. 이러한 접근은

Fig. 3. (Color online) Examples of RL-guided generator models. (a) Composition filling of a predefined crystal template using an RL policy. (b)

Construction of offline RL trajectories from Materials Project entries. (c) A MEGNet-based graph neural network policy trained for property-

conditioned crystal generation. Taken from Ref. [27] under CC BY 4.0. (d) Chemeleon2 combines latent diffusion with GRPO. Taken from Ref.

[29] under CC BY 4.0.

특히 다목적 최적화(Multi-objective optimization)에 매우 적

합하다(Fig. 3(d)). 최근에는 Proximal Policy Optimization

(PPO)를 기반으로 한 소재 설계 연구가 증가하고 있으며[28],

대규모 언어모델 학습에서 발전한 Group Relative Policy

Optimization(GRPO)의 개념 역시 생성형 소재 AI에 적용되

고 있다[29,30].

2. Physics-informed AI 및 능동학습

생성형 AI가 실제 소재 설계에 활용되기 위해서는 생성된
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구조가 물리적으로 타당해야 한다. 따라서 최근에는 물리 법

칙을 생성과정에 직접 통합하는 Physics-informed AI가 중요

한 연구분야로 부상하였다. 대표적으로 결정의 병진 및 회전

대칭성은 Equivariant Neural Network(ENN)를 이용하여 모

델의 구조에 직접 반영할 수 있다. 예를 들어 DiffCSP는 결

정의 주기성과 회전대칭성을 고려한 Periodic-E(3)-equivariant

모델을 사용하여 격자벡터와 원자의 상대좌표를 동시에 생성

함으로써 결정학적 대칭성을 반영한다[26]. 또한 비현실적으

로 짧은 원자 간 거리나 불안정한 결합구조를 억제하기 위해

원자 간 거리 또는 에너지에 기반한 제약항을 손실함수에 추

가하거나, 생성된 구조에 대해 에너지 최소화 과정을 적용할

수 있다. 한편, MatterGen은 결정구조의 주기성과 대칭성을

고려한 Diffusion model에 조건부 학습을 결합하여 화학 조

성, 결정 대칭성 및 목표 물성을 만족하는 구조를 생성하도

록 설계되었다[10]. 이처럼 물리적 제약조건을 모델의 구조,

학습과정 또는 생성과정에 반영하면 불필요한 탐색을 줄이고

Fig. 4. (Color online) Active-learning framework for autonomous exploration of synthesizable materials space. (a) The experimentally accessible

parameter space is refined into synthesizable and target-specific regions. (b) In the closed-loop workflow, probabilistic models evaluate unexplored

conditions and their predictive uncertainty, and an acquisition function selects the most informative experiment. The selected condition is

autonomously synthesized and characterized, and the resulting labeled data are added to the training set to iteratively update the model and refine

the synthesizable space. Taken from Ref. [32] under CC BY 4.0.

물리적으로 타당한 결정구조의 생성효율과 신뢰성을 크게 향

상시킬 수 있다[31].

한편, 생성형 AI가 제안하는 후보 구조의 수는 매우 많지

만, 이들 모두를 DFT 계산이나 실험으로 검증하는 것은 현

실적으로 어렵다. 따라서 계산 자원을 가장 효율적으로 활용

하기 위한 전략으로 능동학습(Active learning)이 널리 사용되

고 있다. 기존의 AI 모델 학습에서는 학습 데이터가 처음부

터 모두 주어진다고 가정한다. 그러나 소재 연구에서는 새로

운 데이터의 획득 자체가 매우 고비용 작업이다. DFT 계산

에는 수 시간에서 수일이 소요될 수 있으며, 실제 합성과 특

성평가는 수주 이상의 시간이 소요되기도 한다. 이러한 상황

에서 능동학습은 현재 모델이 가장 불확실하게 판단하는 후

보를 우선적으로 선택하여 계산이나 실험을 수행함으로써 최

소한의 비용으로 모델의 성능을 향상시킨다. AI 기반 소재

역설계에서의 능동학습은 일반적으로 “(1)생성형 AI에 의한

후보구조 생성 → (2)물성예측 AI 모델이 후보의 물성을 예
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측 → (3)예측 불확실성이 큰 후보 또는 목표 물성에 근접한

후보 선택 → (4)DFT 계산 또는 실험으로 실제 물성 평가

→ (5)새롭게 얻어진 데이터를 학습 데이터에 추가 → (6)생

성모델과 물성예측 모델 재학습”의 과정을 반복하여 탐색공

간을 점진적으로 줄여감으로써 목표 물성에 적합한 구조를 생

성하도록 발전한다[32,33](Fig. 4). 생성형 AI와 능동학습의

결합은 현재 대부분의 자율 소재 개발 플랫폼에서 핵심 구성

요소로 사용되고 있으며, 향후 완전 자율 소재 연구의 기반

기술이 될 것으로 기대된다.

3. Foundation model

최근 인공지능 분야에서 관찰된 큰 변화 가운데 하나는

Foundation model의 등장이다. Foundation model은 대규모

데이터를 이용하여 범용적인 표현을 사전학습(Pre-training)한

후 다양한 문제에 활용하는 접근법이다. 자연어 처리에서는

GPT 계열 모델이 대표적인 Foundation model이며, 컴퓨터 비

전에서는 Vision Transformer(ViT)가 대표적인 사례이다. 소재

분야에서도 Materials Project, OQMD, AFLOW, NOMAD

등 수백만 건 이상의 계산 데이터를 활용하여 범용 Materials

Foundation Model을 구축하려는 연구가 활발히 진행되고 있

다. Foundation model이 기존의 개별 모델과 다른 점은 특

정 물성만을 예측하는 것이 아니라 다양한 작업을 하나의 모

델로 수행할 수 있다는 점이다. 이러한 접근은 주어진 문제

마다 별도의 모델을 구축해야 했던 기존의 방식보다 훨씬 높

은 범용성을 제공한다. 최근에 Foundation model의 개념을

결정구조 생성에 적용한 사례들이 보고되고 있으며, 이는 향

후 소재 AI의 발전 방향을 제시한다고 볼 수 있다[10,34].

V. 맺는글

인공지능은 소재 연구의 패러다임을 경험 기반 탐색에서 데

이터 기반 설계로, 그리고 다시 목표 물성을 직접 만족하는

AI 기반 소재 역설계로 빠르게 변화시키고 있다. 초기에는

GNN을 중심으로 한 물성예측 모델이 연구를 주도하였으나,

최근에는 생성형 AI의 발전에 따라 새로운 결정구조를 직접

생성하는 기술이 소재 AI 연구의 핵심 분야로 자리 잡고 있

다. 앞서 언급한 바와 같이 결정구조 생성은 일반적인 생성형

AI와 달리 crystal periodicity, space group symmetry 및

thermodynamic stability 등을 동시에 만족해야 하는 고차원

생성 문제이며, 이를 해결하기 위해 crystal representation, 물

리 제약 및 생성 알고리즘이 함께 발전해 왔다.

현재 생성모델은 VAE와 GAN을 거쳐 Diffusion Model

중심으로 발전하였으며, CDVAE, DiffCSP, MatterGen과 같

은 최신 소재 AI 모델은 기존 데이터베이스에 존재하지 않는

안정한 결정구조를 효과적으로 생성할 수 있음을 보여주고 있

다[10,25,26]. 동시에 물성예측 AI, 생성형 AI, 강화학습, 능

동학습, Physics-informed AI 및 Foundation model이 하나

의 통합 플랫폼으로 결합되면서 자율 소재 연구(Autonomous

Materials Discovery)가 활발히 이루어지고 있다[32,33]. 그러

나, 현재의 생성형 AI 역시 완전한 해결책은 아니다. 무엇보

다 생성된 구조의 합성 가능성을 정확하게 평가하는 방법론

은 아직 충분히 확립되지 않았다. 대부분의 연구는 formation

energy나 thermodynamic stability 등을 기준으로 후보를 선

별하지만, 실제 합성과정에서는 reaction path, dynamic

stability 및 공정조건 등이 중요한 영향을 미친다. 이와 같은

부분까지 포함된 AI 알고리즘이 개발되면 보다 현실적인 소

재 역설계가 가능할 것이다.

한편, 현재의 발전속도를 고려할 때, 향후 소재 AI는 단순

한 후보 생성 기술을 넘어 계산과학, 실험자동화 및 AI

Agent를 포함하는 지능형 연구 플랫폼으로 발전할 것으로 전

망된다. 이러한 발전은 신물질 발견의 속도를 획기적으로 향

상시킬 뿐 아니라, 자성재료, 반도체, 이차전지 및 촉매를 포

함한 다양한 첨단 소재 분야에서 새로운 연구 패러다임을 제

시할 것으로 기대된다.
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